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ABSTRAK 

Osteoporosis merupakan salah satu penyakit yang berkaitan dengan proses penuaan (degeneratif) yang 

diindikasikan dengan terjadinya penurunan kerapatan yang cepat dan penipisan jaringan tulang sehingga 

terjadi penurunan kekuatan mekanik tulang dalam mendukung aktivitas sehari-hari. Teknik yang banyak 

dikembangkan untuk pengukuran yang berkaitan dengan massa tulang, serta dianggap sebagai gold 

standard adalah Dual Energi X-ray Absorptiometry (DXA).  Beberapa penelitian sebelumnya memberikan 

peluang pemanfaatan citra radiografi panoramik gigi untuk analisis kerapatan trabekula tulang mandibula. 

Hasil ini digunakan sebagai sarana dekteksi dini kondisi Bone Mineral Density (BMD). Penelitian ini 

bertujuan melakukan klasifikasi terhadap hasil analisis tekstur menggunakan prinsip Grey Level Co-

occurence Matrix (GLCM) pada citra panoramik gigi. Dari metode GLCM diperoleh ekstraksi fitur yang 

selanjutnya dijadikan input bagi K-Nearest Neighbor (KNN) untuk melakukan klasifikasi. Uji coba 

dilakukan menggunakan data BMD vertebra lumbar dan citra panoramik gigi 23 sampel wanita berusia 

antara 52 – 73 tahun yang telah memasuki masa postmenopause. Hasil klasifikasi kelas normal dan 

osteoporosis menggunakan KNN (9 data latih dan 14 data uji) memberikan pengenalan paling baik dengan 

akurasi 78,57%, sensitivitas (tingkat benar positif) 100% dan spesifisitas (tingkat benar negatif) 66,67%. 

Pengenalan paling baik didapatkan menggunakan fitur contrast, energy, dan homogeneity dan kombinasi 

ketiganya sebagai input bagi klasifikasi KNN.  

 

Kata kunci : Osteoporosis, citra radiografi panoramik, analisis tekstur, Grey Level Co-occurrence Matrix 

(GLCM), K-Nearest Neighbor (KNN). 

 

ABSTRACT 

Osteoporosis is a degenerative disease which is characterized by a rapid decrease in bone density 

resulting in a decrease in the mechanical strength of the bones to support daily activities. The gold 

standard for bone mass measurement is Dual Energy X-ray Absorptiometry (DXA). Several previous 

studies provided the opportunity to utilize dental panoramic radiographic images for analysis of 

mandibular trabecular bone density. These results are used as an early detection tool for Bone Mineral 

Density (BMD) conditions. This research tries to use the feature extraction results of texture analysis using 

Grey Level Co-occurrence Matrix (GLCM) on dental panoramic images as input for K-Nearest Neighbor 

(KNN) to carry out classification. The trial was conducted using lumbar vertebral BMD data and dental 

panoramic images from 23 samples of women aged between 52-73 years who had entered the 

postmenopausal period. Classification results of normal and osteoporosis using KNN (9 training data and 

14 test data) gave the best recognition with an accuracy of 78.57%, a sensitivity of 100% and a specificity 

of 66.67%. The best recognition is obtained by using contrast, energy, and homogeneity features and their 

combination as input for KNN classification. 

 

Keywords: Osteoporosis, dental panoramic radiograph, texture analysis, Grey Level Co-occurrence Matrix 

(GLCM), K-Nearest Neighbor (KNN) . 
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I. PENDAHULUAN 

Osteoporosis ialah salah satu gangguan 

degeneratif yang terkait dengan proses penuaan, 

ditandai oleh penurunan cepat dalam kerapatan tulang 

dan penipisan jaringan tulang, mengakibatkan 

menurunnya kemampuan tulang untuk secara 

mekanik mendukung aktivitas sehari-hari secara 

normal. Menurut definisi global, osteoporosis adalah 

kondisi penyakit pada sistem tulang di mana terjadi 

penurunan massa tulang yang signifikan dan 

perubahan pada struktur mikroskopis jaringan tulang, 

yang berakibat pada peningkatan kerapuhan tulang 

serta risiko yang lebih tinggi untuk mengalami patah 

tulang [1].  

Gold standar  pada pengukuran kerapatan 

mineral tulang (BMD) adalah Dual Energi X-ray 

Absorptiometry (DXA) [1], meskipun di Indonesia 

dan pada negara berkembang, pengujian dengan 

perangkat DXA masih terbatas pada kota-kota besar 

sehingga menyulitkan akses masyarakat untuk 

melakukan pengujian BMD [1], [2].  

Konsultasi ataupun perawatan kondisi mulut 

dan gigi pasien yang berpotensi mengalami 

osteoporosis umumnya meningkat seiring 

bertambahnya usia. Citra radiografi panoramik 

merupakan suatu penggambaran secara ekstra-oral 

dimana dimungkinkan susunan semua gigi 

diproyeksikan pada satu bidang citra. Pada bidang 

biomedik, citra radiografi panoramik telah 

dimanfaatkan untuk berbagai hal seperti penentuan 

restotasi gigi [3], penentuan usia [4] dan penentuan 

nilai kerapatan massa tulang [2], [5]–[8]. Pemanfaatan 

citra radiografi panoramik gigi menunjukan hubungan 

antara lebar korteks atau trabekula tulang mandibula 

dengan BMD [2]. Pada wanita yang mengalami 

osteoporosis setelah menopause, terjadi penurunan 

jumlah struktur trabekula akibat penurunan hormon 

estrogen yang berperan dalam mengatur penyerapan 

kalsium ke dalam tulang [1]. Dengan teknik analisis 

tekstur, perubahan bentuk arsitektur tulang trabekula 

akibat osteoporosis mempunyai potensi untuk 

dianalisis. 

Klasifikasi hasil analisis tekstur dapat 

dilakukan menggunakan teknik machine learning 

yang telah banyak dimanfaatkan di dunia medis, salah 

satunya dengan metode K-Nearest Neighbor. 

Penggunaan metode K-Nearest Neighbor yang telah 

dilakukan diantaranya dalam klasifikasi Pneumonia, 

klasifikasi gagal jantung, klasifikasi umur, diagnosa 

karies gigi dan identifikasi wajah [4], [9]–[12]. 

Pada penelitian ini akan dikembangkan 

klasifikasi ekstraksi fitur Grey Level Co-occurrence 

Matrix (GLCM) menggunakan  metode K-Nearest 

Neighbor (KNN) untuk penentuan osteoporsis. Uji 

coba dilakukan menggunakan data BMD vertebra 

lumbar dan citra panoramik gigi 23 sampel wanita 

berusia antara 52 – 73 tahun yang telah memasuki 

masa postmenopause. Hasil akhir dari penelitian ini 

diharapkan dapat digunakan sebagai alternatif berupa 

computer aided diagnosis bagi dokter gigi untuk 

memberikan informasi dini tentang terjadinya 

osteoporosis pada pasien.  

 

Analisis Tekstur 
Tekstur merupakan karakteristik penting untuk 

interpretasi citra digital secara otomatis atau semi 

otomatis. Karakteristik tersebut digunakan dalam 

proses identifikasi objek. Secara umum tekstur 

mengacu pada repetisi elemen-elemen tekstur dasar 

yang disebut dengan primitif atau texel (texture 

element). Suatu texel terdiri dari beberapa pixel 

dengan aturan posisi tertentu.  Tekstur pada 

perhitungan citra ditentukan oleh perbedaan tingkat 

keabuan (contrast), penentuan ukuran area tempat 

terjadinya perubahan (window) dan arahnya. 

Pada pengolahan citra digital untuk 

menganalisis tekstur pada suatu area, ada tiga  

pendekatan yang bisa digunakan [2], yaitu pendekatan 

struktural, statistik dan spektral. Pendekatan statistik 

dilakukan dengan mempertimbangkan bahwa 

intensitas dibangkitkan oleh medan acak dua dimensi. 

Pada metode ini, tekstur didefinisikan secara tak 

langsung melalui sifat-sifat non deterministik yang 

mengatur distribusi dan hubungan ketetanggaan antar 

nilai derajat keabuan dalam citra. Pendekatan secara 

statistik dapat dibagi menjadi tiga yakni metode 

statistik orde pertama yang tidak memperhitungkan 

hubungan pixel berdekatan, metode statistik orde 

kedua yang perhitungannya berdasarkan hubungan 

antara dua pixel pada citra  dan metode statistik orde 

tiga atau lebih yang memperhitungkan hubungan 

antara tiga pixel atau lebih.  

 

Grey Level Co-occurrence Matrix (GLCM) 
Metode Grey Level Co-occurrence Matrix 

(GLCM) juga dikenal sebagai Grey Tone Spatial 

Dependency Matrix, diperkenalkan pertama kali oleh 

Haralick et all. pada tahun 1973 [13]. GLCM 

didefinisikan sebagai suatu histogram dua dimensi 

dari level keabuan sepasang pixel yang berjarak tetap 

dan terhubung secara spasial [14]. GLCM juga dapat 

didefinisikan sebagai suatu tabulasi dari seberapa 

sering kombinasi berbeda dari nilai level keabuan 

pixel terjadi pada suatu citra. 

Matriks kookurensi dibentuk berdasarkan pada 

jumlah kejadian satu level nilai pixel bertetangga 

dengan satu level nilai pixel lain dalam jarak (δ) dan 

orientasi sudut (θ) tertentu. Orientasi  θ dinyatakan 

dalam empat arah sudut dengan interval sudut 45°, 

yaitu 0°, 45°, 90°, dan 135°. Sedangkan jarak antar 

pixel biasanya ditetapkan sebesar 1 pixel, 2 pixel, 3 

pixel dan seterusnya. Matriks kookurensi adalah 

matriks bujursangkar dengan jumlah elemen 
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sebanyak kuadrat jumlah level intensitas pixel pada 

citra. Setiap titik (i,j) pada matriks kookurensi 

berorientasi  berisi peluang kejadian pixel bernilai i 

bertetangga dengan pixel bernilai j pada jarak δ serta 

orientasi sudut θ. 

Dalam matriks ko-okurensi yang terbentuk, 

terdapat 14 ciri tekstur (fitur) yang dapat digunakan 

sebagai dasar pengklasifikasian yang diusulkan oleh 

Harralick [13]. Pada penelitian ini, akan dievaluasi 4 

fitur sebagai dasar klasifikasi. Fitur “Enery” dan 

“Contrast” dipilih berdasarkan hasil penelitian 

sebelumnya yang menyatakan fitur tersebut 

merupakan parameter yang paling efisien untuk 

membedakan pola tekstur [14]. Fitur “Correlasion” 

dan “Homogeneity” ditambahkan untuk melengkapi  

fitur sebelumnya. Fitur-fitur tersebut dapat 

dinyatakan dengan persamaan berikut: 

 
         𝐶𝑜𝑛𝑡𝑟𝑎𝑠𝑡 =  ∑ ∑ (𝑖 − 𝑗)2𝑃𝑑(𝑖, 𝑗)𝑗𝑖             (1) 

                                   𝐸𝑛𝑒𝑟𝑔𝑦 = ∑ ∑ 𝑃𝑑
2(𝑖, 𝑗)𝑗𝑖              (2) 

               𝐻𝑜𝑚𝑜𝑔𝑒𝑛𝑒𝑖𝑡𝑦 = ∑ ∑
𝑃𝑑(𝑖,𝑗)

1+|𝑖−𝑗|𝑗𝑖              (3) 

                  𝐶𝑜𝑟𝑟𝑒𝑙𝑎𝑡𝑖𝑜𝑛 = ∑ ∑
𝑖𝑗𝑃𝑑(𝑖,𝑗)−𝜇𝑥𝜇𝑦

𝜎𝑥𝜎𝑦
𝑗𝑖               (4) 

                               𝑃𝑑(𝑖, 𝑗) =
𝑉(𝑖,𝑗)

∑ 𝑉(𝑖,𝑗)𝑁−1
𝑖,𝑗=0

             (5) 

Dimana  𝑃𝑑(𝑖, 𝑗), 𝜇, dan 𝜎 secara berututan mewakili 

matriks kookurensi, rata-rata  𝑃𝑑(𝑖, 𝑗) dan variansi 

 𝑃𝑑(𝑖, 𝑗). 

 

K-Nearest Neighbor (KNN) 
Klasifikasi dengan K-Nearest Neighbor (KNN) 

adalah sebuah metode untuk melakukan klasifikasi 

pada objek atau kumpulan data berdasarkan data 

pembelajaran yang jaraknya paling dekat dengan 

objek tersebut [3], [9], [15]. Data pembelajaran 

diproyeksikan ke ruang berdimensi banyak, yang 

masing-masing dimensi mewakili fitur dari data. 

Ruang dimensi dibagi menjadi bagian-bagian 

berdasarkan klasifikasi data pembelajaran. Nilai k 

yang terbaik untuk algoritma ini tergantung pada 

kondisi data dan umumnya nilai k yang tinggi akan 

mengurangi efek noise pada klasifikasi, tetapi 

membuat batasan antara setiap klasifikasi menjadi 

lebih buram. Nilai k yang bagus dapat dipilih dengan 

optimis parameter, misalnya dengan menggunakan 

cross-validation. Kasus khusus untuk klasifikasi 

diprediksikan berdasarkan data pembelajaran yang 

paling dekat (misal, k = 1) yang biasanya disebut 

algoritma nearest neighbor [9]. Algoritma KNN 

dengan perhitungan jarak Euclidean Distance 

merupakan salah satu metode KNN yang umum 

digunakan dalam penelitian, dinyatakan dalam 

persamaan berikut: 

 

                      𝑑(𝑥, 𝑦) = √∑ (𝑥𝑖 − 𝑦𝑖)2𝑛
𝑖=1         (6) 

 

Dimana 𝑑(𝑥, 𝑦) adalah  jarak antara data 𝑥 ke daya 𝑦, 

𝑥𝑖 adalah data testing ke-i, 𝑦𝑖 adalah data training ke-

i dan 𝑛 adalah dimensi data. 

 

II. METODE 

Prosedur Klasifikasi 

Perbandingan akan dilakukan antara klasifikasi 

osteoporosis yang diidentifikasi melalui analisis 

tekstur citra radiografi panoramik gigi dengan hasil 

klasifikasi kerapatan mineral tulang menggunakan 

teknik DXA, seperti ditunjukkan Gambar 1. Dimana 

klasifikasi dari hasil analisis citra kemudian 

dibandingkan dengan hasil pengujian DXA untuk 

mengetahui keakurasian dari sistem yang diteliti. 

 

 
Gambar 1. Sistem penentuan osteoporosis dari citra 

radiografi panoramik gigi 

 

Pendekatan statistik digunakan dalam analisis 

tekstur dengan mengevaluasi area yang telah 

ditentukan secara manual (ROI) pada citra panoramik 

subjek, seperti yang ditunjukkan dalam Gambar 2. 

Citra hasil cropping dari ROI akan ditingkatkan 

kualitas citranya menggunakan ekualisasi histogram 

sehingga antara objek dan latar dapat dipisahkan. 

Citra yang telah diperbaiki kualitasnya akan 

menjalani analisis tekstur menggunakan metode Grey 

Level Co-occurrence Matrix (GLCM) dengan maksud 

untuk mengekstraksi fitur contrast, correlation, 

energy, dan homogeneity yang akan digunakan 

sebagai input untuk algoritma K-Nearest Neighbor 

(KNN) dalam proses klasifikasi osteoporosis. 
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Gambar 2.  Region of interest Condilus Mandibula   

 

Dari citra panoramik sampel berukuran 2840 x 

1532 pixel dan resolusi 72 dpi dilakukan cropping 

pada area condilus mandibula kiri dan kanan dengan 

ukuran ROI 80x80 pixel dengan 256 derajat keabuan 

(Gambar 2). Peningkatan citra ROI dengan ekualisasi 

histogram memberikan intensitas citra yang seimbang 

pada ROI kiri dan kanan, seperti ditunjukkan Tabel 1. 

Tabel 1. Citra ROI setelah ditingkatkan. 

ROI 
Sebelum 

Peningkatan 

Setelah 

Peningkatan 

Kiri 

  

Kanan 

  

 

Ekstraksi fitur dari GLCM pada citra 

menggambarkan bahwa pemisahan yang paling 

optimal antara kelas normal dan osteoporosis terjadi 

ketika fitur diekstraksi dengan jarak δ = 1 dan 

orientasi sudut yang diperhatikan adalah sudut 0, 

45, 90, dan 135.  

 

Gambar 3.  Algoritma klasifikasi osteoporosis dengan 

metode KNN 

Klasifikasi menggunakan KNN dilakukan 

dengan variasi nilai k, yaitu, 1, 3 dan 5 dilakukan 

mendapatkan sistem yang memiliki akurasi paling 

baik dalam penentuan kelas osteoporosis dari citra 

radiografi panoramik, dengan mengikuti algoritma 

klasifikasi pada Gambar 3. 

Parameter akurasi, sensitivitas, spesifisitas dan 

matriks konfusi (confusion matrix) digunakan untuk 

menguji metode dan sistem yang dirancang. Nilai 

akurasi klasifikasi, sensitivitas dan spesifisitas dapat 

didefinisikan menggunakan elemen-elemen matriks 

konfusi dua kelas (Tabel.2) sebagai berikut: 

 

        
 

Tabel 2. Matriks konfusi dua kelas 

Aktual 
Prediksi 

Normal Osteoporosis 

Normal True Positif 

(TP) 

False Negatif 

(FN) 

Osteoporosis False Positif 

(FP) 

True Negatif 

(TN) 

 

III. HASIL DAN PEMBAHASAN 

Hasil ekstraksi fitur dijadikan sebagai input 

berupa input  tunggal fitur contrast, correlation, 

energy dan homogeneity serta kombinasi dari 2, 3, dan 

4 fitur dengan total 12 model yang ditabulasikan pada 

Tabel 3. 

 
Tabel 3. Model kombinasi ekstraksi fitur  

Mode

l 

Jumlah 

Fitur 
Kombinasi Fitur 

A 1 Contrast 

B 1 Correlation 

C 1 Energy 

D 1 Homogeneity 

E 2 Contrast, Correlation 

F 2 Contrast, Energy 

G 2 Correlation, Energy 

H 3 
Contrast, Correlation, 

Energy 

I 3 
Contrast, Energy, 

Homogeneity 

J 3 
Correlation, Energy, 

Homogeneity 

K 3 
Contrast, Correlation, 

Homogeneity 

L 4 
Contrast, Correlation, 

Energy, Homogeneity 
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Hasil klasifikasi osteoporosis data ekstraksi 

fitur dengan metode KNN (k=1, k=3, k=5) 

ditabulasikan pada dalam matriks konfusi, akurasi, 

sensitivitas dan spesifisitas (Tabel 3, 4 dan 5).  

 
Tabel 4.  Matriks konfusi sistem klasifikasi KNN ( k=1) 

Model TP TN FP FN 

Aku-

rasi 

(%) 

Sensi-

tivitas 

(%) 

Spesi-

fitas  

(%) 

A 9 0 3 2 64,29 81,82 0 

B 8 2 1 3 71,43 72,73 66,67 

C 11 0 3 0 71,43 81,82 33,33 

D 10 0 3 1 57,14 72,73 0 

E 9 1 2 2 57,14 72,73 0 

F 10 0 3 1 64,29 81,82 0 

G 9 1 2 2 57,14 72,73 0 

H 10 1 2 1 64,29 81,82 0 

I 9 1 2 2 64,29 81,82 0 

J 10 1 2 1 57,14 72,73 0 

K 10 2 1 1 57,14 72,73 0 

L 10 2 1 1 57,14 72,73 0 

 

Hasil pengujian klasifikasi KNN dengan k=1 

(Tabel 4.) menunjukkan bahwa input berupa fitur 

correlation dan energy mempunyai nilai akurasi 

terbaik sebesar 71,43%. Pengenalan paling baik 

terhadap kelas normal ditunjukkan dengan nilai 

sensitivitas paling besar yaitu 81,82% yang 

ditunjukkan oleh input fitur contrast, energy, 

kombinasi fitur . Sedangkan fitur yang paling baik 

untuk pengenalan kelas osteoporosis adalah fitur 

correlation dengan spesifisitas 66,67%. Dari hasil 

klasifikasi juga terlihat bahwa kombinasi fitur sebagai 

input proses klasifikasi tidak memberikan akurasi dan 

kemampuan pengenalan yang lebih baik dibanding 

input fitur tunggal. 

 

Tabel 5.  Matriks konfusi sistem klasifikasi KNN ( k=3) 

Model TP TN FP FN 

Aku-

rasi 

(%) 

Sensi-

tivitas 

(%) 

Spesi-

fitas  

(%) 

A 9 0 3 2 64,29 81,82 0 

B 8 2 1 3 71,43 72,73 66,67 

C 9 0 3 2 64,29 81,82 0 

D 9 0 3 2 64,29 81,82 0 

E 9 1 2 2 71,43 81,82 33,33 

F 9 0 3 2 64,29 81,82 0 

G 9 1 2 2 71,43 81,82 33,33 

H 9 1 2 2 71,43 81,82 33,33 

I 8 0 3 3 57,14 72,73 0 

J 9 1 2 2 71,43 81,82 33,33 

K 9 1 2 2 71,43 81,82 33,33 

L 9 1 2 2 71,43 81,82 33,33 

 

Dengan menggunakan nilai k=3 (Tabel 5.), 

terlihat capaian akurasi terbaik masih sebesar 71,43% 

dengan input tunggal fitur correlation serta input 

kombinasi fitur model E, G, H, J, K, dan L.  

Pengenalan paling baik terhadap kelas normal 

ditunjukkan dengan nilai sensitivitas paling besar 

yaitu 81,82% yang ditunjukkan oleh hampir semua 

input tunggal ataupun kombinasi kecuali input 

correlation dan kombinasi model I. Sedangkan fitur 

yang paling baik untuk pengenalan kelas osteoporosis 

adalah fitur correlation dengan spesifisitas 66,67%. 

Kombinasi fitur sebagai input proses klasifikasi tidak 

memberikan akurasi dan kemampuan pengenalan 

yang lebih baik dibanding input fitur tunggal. 

 

Tabel 6.  Matriks konfusi sistem klasifikasi KNN ( k=5) 

Model TP TN FP FN 

Aku-

rasi 

(%) 

Sensi-

tivitas 

(%) 

Spesi-

fitas  

(%) 

A 11 0 3 0 78,57 100 0 

B 9 1 2 2 71,43 81,82 33,33 

C 11 0 3 0 78,57 100 0 

D 11 0 3 0 78,57 100 0 

E 9 1 2 2 71,43 81,82 33,33 

F 11 0 3 0 78,57 100 0 

G 9 0 3 2 71,43 81,82 0 

H 9 0 3 2 64,29 81,82 0 

I 11 0 3 0 78,57 100 0 

J 10 0 3 1 71,43 90,91 0 

K 10 0 3 1 71,43 90,91 0 

L 10 0 3 1 71,43 90,91 0 

 

Klasifikasi KNN dengan k=5 (Tabel 6.) 

menunjukan nilai tertinggi untuk akurasi hingga 

78,57% dan sensitivitas hingga 100% untuk input fitur 

contrast, energy, homogeneity, kombinasi model F, 

dan I. Nilai spesifitas terbaik diberikan oleh input fitur 

contrast dan kombinasi model E dengan nilai 

pengenalan 33,33%. Fitur contrast, energy dan 

homogeneity pada klasifikasi KNN dengan k=5 

menjadi fitur yang mempengaruhi nilai akurasi dan 

sensitivitas sistem klasifikasi pada penelitian ini.  

 

Dari hasil klasifikasi KNN dengan variasi k=1, 

k=3 dan k=5 nilai akurasi terbaik (78,57 %) 

didapatkan dengan menggunakan nilai k=5 dan input 

fitur tunggal contrast, energy, homogeneity dan input 

kombinasi fitur model F (contrast, energy) dan model 

I (contrast, energy, homogeneity), seperti ditunjukkan 

dari grafik pada Gambar 4. Hal ini menunjukkan fitur 

contrast, energy dan homogeneity dari citra radiografi 

panoramik gigi berkaitan erat dengan kondisi 

kerapatan massa tulang pasien yang  nantinya akan 

menentukan kondisi tulang pasien pada kondisi 

normal atau telah mengalami osteoporosis. 
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Gambar 4. Performansi akurasi terhadap berbagai model 

input fitur 

 

Kemampuan pengenalan  kerapatan tulang 

normal atau sensitivitas paling baik didapatkan 

sebesar 100% pada algoritma klasifikasi KNN dengan 

k=5 dengan input fitur contrast, energy, homogeneity 

(model A, C, D) dan kombinasi fitur tersebut (model 

F dan I). Hal ini lebih baik dibandingkan nilai 

maksimum sensitivitas yang dapat dicapai apabila 

menggunakan nilai k=1 dan k=3, yaitu 81,82%, 

seperti terlihat pada Gambar 5. 

 

 
Gambar 5. Performansi sensitivitas terhadap berbagai 

model input fitur 

 

 Kemampuan pengenalan osteoporosis atau 

spesifisitas paling baik ditunjukkan oleh input 

menggunakan fitur correlation (model B) baik 

dengan k=1 dan k=3 (66,67%) maupun dengan k=5 

(33,33%). Dari grafik hasil pengenalan (Gambar 6.), 

terlihat bahwa nilai rata-rata spesifisitas masih 

rendah.  

 

 
Gambar 6. Performansi spesifisitas terhadap berbagai 

model input fitur 
 

Rendahnya kemampuan pengenalan sampel 

osteoporosis dapat disebabkan jumlah data latih yang 

dari kelas  osteoporosis yang sedikit, sehingga proses 

pembelajaran algoritma menjadi terbatas 

 

IV. KESIMPULAN 

Dari hasil penelitian dapat disimpulkan bahwa 

klasifikasi ekstraksi fitur Grey Level Co-occurrence 

Matrix (GLCM) menggunakan  metode K-Nearest 

Neighbor (KNN) untuk penentuan osteoporsis dapat 

digunakan sebagai suatu computer-aided diagnosis 

memanfaatkan citra radiografi panoramic gigi. 

Pengenalan kerapatan mineral tulang menggunakan 

algoritma K-Nearest Neighbor paling baik pada k=5 

dengan input fitur contrast, energy dan homogeneity 

serta kombinasinya. Tingkat akurasi terbaik 

didapatkan sebesar 78,57%, sensitivitas sebesar 100% 

dan spesifisitas sebesar 66%. 
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